


2 第一章 最优化简介

最优化问题 (也称优化问题) 泛指定量决策问题, 主要关心如何对有限资源进行有
效分配和控制, 并达到某种意义上的最优．它通常需要对需求进行定性和定量分析, 建
立恰当的数学模型来描述该问题, 设计合适的计算方法来寻找问题的最优解, 探索研究
模型和算法的理论性质, 考察算法的计算性能等．由于很多数学问题难以直接给出显式
解, 最优化模型就成为人们最常见的选择, 计算机的高速发展也为最优化方法提供了有
力辅助工具．因此最优化方法被广泛应用于科学与工程计算、金融与经济、管理科学、

工业生产、图像与信号处理、数据分析与人工智能、计算物理与化学等众多领域．

本章将介绍最优化问题的一般形式和一些重要的基本概念,并通过实际应用中的例
子让读者更加直观地理解最优化问题．

1.1 最优化问题概括

1.1.1 最优化问题的一般形式

最优化问题一般可以描述为

min f(x),

s.t. x ∈ X ,
(1.1.1)

其中 x = (x1, x2, · · · , xn)T ∈ Rn 是决策变量, f : Rn → R 是目标函数, X ⊆ Rn 是约束

集合或可行域, 可行域包含的点称为可行解或可行点．记号 s.t.是“subject to”的缩写,
专指约束条件．当 X = Rn 时, 问题 (1.1.1) 称为无约束优化问题．集合 X 通常可以由

约束函数 ci(x) : Rn → R, i = 1, 2, · · · ,m+ l 表达为如下具体形式:

X = {x ∈ Rn | ci(x) ⩽ 0, i = 1, 2, · · · ,m,

ci(x) = 0, i = m+ 1,m+ 2, · · · ,m+ l}.

在所有满足约束条件的决策变量中,使目标函数取最小值的变量 x∗称为优化问题 (1.1.1)
的最优解, 即对任意 x ∈ X 都有 f(x) ⩾ f(x∗)．如果我们求解在约束集合 X 上目标函

数 f(x) 的最大值, 则问题 (1.1.1) 的“min”应相应地替换为“max”．注意到在集合 X

上, 函数 f 的最小 (最大) 值不一定存在, 但是其下 (上) 确界“inf f(sup f)”总是存在
的．因此, 当目标函数的最小 (最大) 值不存在时, 我们便关心其下 (上) 确界, 即将问题
(1.1.1) 中的“min(max)”改为“inf(sup)”．为了叙述简便, 问题 (1.1.1) 中 x 为 Rn 空

间中的向量．实际上, 根据具体应用和需求, x 还可以是矩阵、多维数组或张量等, 本书
介绍的很多理论和算法可以相应推广．
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由于本书涉及较多公式, 请读者根据上下文区分公式中的标量、向量、矩阵．
在不加说明的情况下, 向量一般用小写英文字母或希腊字母表示, 矩阵一般用大
写英文字母或希腊字母表示．公式中的标量可能使用多种记号, 需要根据上下文
确定．读者也可参考书后符号表．

1.1.2 最优化问题的类型与应用背景

最优化问题 (1.1.1) 的具体形式非常丰富, 我们可以按照目标函数、约束函数以及
解的性质将其分类．按照目标函数和约束函数的形式来分: 当目标函数和约束函数均为
线性函数时, 问题 (1.1.1) 称为线性规划; 当目标函数和约束函数中至少有一个为非线
性函数时, 相应的问题称为非线性规划; 若目标函数是二次函数而约束函数是线性函数
则称为二次规划; 包含非光滑函数的问题称为非光滑优化; 不能直接求导数的问题称为
无导数优化; 变量只能取整数的问题称为整数规划; 在线性约束下极小化关于半正定矩
阵的线性函数的问题称为半定规划, 其广义形式为锥规划．按照最优解的性质来分: 最
优解只有少量非零元素的问题称为稀疏优化;最优解是低秩矩阵的问题称为低秩矩阵优
化．此外还有几何优化、二次锥规划、张量优化、鲁棒优化、全局优化、组合优化、网

络规划、随机优化、动态规划、带微分方程约束优化、微分流形约束优化、分布式优化

等．就具体应用而言, 问题 (1.1.1) 可涵盖统计学习、压缩感知、最优运输、信号处理、
图像处理、机器学习、强化学习、模式识别、金融工程、电力系统等领域的优化模型．

需要指出的是, 数学建模很容易给出应用问题不同的模型, 可以对应性质很不相同
的问题, 其求解难度和需要的算法也将差别很大．在投资组合优化中, 人们希望通过寻
求最优的投资组合以降低风险、提高收益．这时决策变量 xi 表示在第 i 项资产上的投

资额, 向量 x ∈ Rn 表示整体的投资分配．约束条件可能为总资金数、每项资产的最大

(最小) 投资额、最低收益等．目标函数通常是某种风险度量．若是极小化收益的方差,
则该问题是典型的二次规划; 若极小化风险价值 (value at risk) 函数, 则该问题是混合
整数规划; 若极小化条件风险价值 (conditional value at risk) 函数, 则该问题是非光滑
优化, 也可以进一步化成线性规划．

在本章后面的三节中, 我们通过一些实际应用中的例子更直观、深入地理解最优化
问题．由于篇幅限制, 我们通常只简要给出它们的一些典型形式, 而且叙述并不严格, 主
要是提供这些应用的大致形式,详细的定义和描述请读者参考本书后面的章节或者相关
参考文献．本书的目标之一是使得读者通过学习本书的理论和算法, 能用算法软件包来
求解这些模型, 并了解这些算法有哪些优缺点, 更进一步地, 使得读者能独立设计类似
问题的算法．
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1.2 实例: 稀疏优化

考虑线性方程组求解问题:
Ax = b, (1.2.1)

其中向量 x ∈ Rn, b ∈ Rm, 矩阵 A ∈ Rm×n, 且向量 b 的维数远小于向量 x 的维数, 即
m≪ n．在自然科学和工程中常常遇到已知向量 b 和矩阵 A, 想要重构向量 x 的问题．

例如在信号传输过程中,希望通过接收到长度为 m的数字信号精确地重构原始信号．注

意到由于 m≪ n, 方程组 (1.2.1) 是欠定的, 因此存在无穷多个解, 重构出原始信号看似
很难．所幸的是, 这些解当中大部分是我们不感兴趣的, 真正有用的解是所谓的“稀疏
解”, 即原始信号中有较多的零元素．如果加上稀疏性这一先验信息, 且矩阵 A 以及原

问题的解 u 满足某些条件, 那么我们可以通过求解稀疏优化问题把 u 与方程组 (1.2.1)
的其他解区别开．这类技术广泛应用于压缩感知 (compressive sensing), 即通过部分信
息恢复全部信息的解决方案．

先来看一个具体的例子．在 MATLAB 环境里构造 A, u 和 b:

1 m = 128; n = 256;

2 A = randn(m, n);

3 u = sprandn(n, 1, 0.1);

4 b = A * u;

在这个例子中, 我们构造了一个 128 × 256 矩阵 A, 它的每个元素都服从高斯 (Gauss)
随机分布．精确解 u 只有 10％ 的元素非零, 每一个非零元素也服从高斯分布．这些特
征可以在理论上保证 u 是方程组 (1.2.1) 唯一的非零元素最少的解, 即 u 是如下 ℓ0 范

数À问题的最优解:
min
x∈Rn

∥x∥0,

s.t. Ax = b.

(1.2.2)

其中 ∥x∥0 是指 x 中非零元素的个数．由于 ∥x∥0 是不连续的函数, 且取值只可能是整
数, 问题 (1.2.2) 实际上是 NP(non-deterministic polynomial) 难的, 求解起来非常困难．
因此当 n较大时通过直接求解问题 (1.2.2)来恢复出原始信号 u是行不通的．那有没有

替代的方法呢？答案是有的．若定义 ℓ1 范数: ∥x∥1 =

n∑
i=1

|xi|,并将其替换到问题 (1.2.2)

当中, 我们得到了另一个形式上非常相似的问题 (又称 ℓ1 范数优化问题, 基追踪问题):

À 实际上, ℓ0 范数不是一个范数, 这里为了叙述统一而采用了这个术语, 读者应当注意这个区别．



1.2 实例: 稀疏优化 5

min
x∈Rn

∥x∥1,

s.t. Ax = b.
(1.2.3)

令人惊讶的是, 可以从理论上证明: 若 A, b 满足一定的条件 (例如使用前面随机产生的
A和 b),向量 u也是 ℓ1 范数优化问题 (1.2.3)的唯一最优解．这一发现的重要之处在于,
虽然问题 (1.2.3) 仍没有显式解, 但与问题 (1.2.2) 相比难度已经大大降低．前面我们提
到 ℓ0 范数优化问题是 NP难问题, 但 ℓ1 范数优化问题的解可以非常容易地通过现有优

化算法得到！从这个例子不难发现, 优化学科的研究能够极大程度上帮助我们攻克现有
的困难问题．既然有如上令人兴奋的结果, 我们是否能使用其他更容易求解的范数替代

ℓ0 范数呢？事实并非如此．如果简单地把 ℓ1 范数修改为 ℓ2 范数: ∥x∥2 =

(
n∑

i=1

x2i

)1/2

,

即求解如下优化问题:
min
x∈Rn

∥x∥2,

s.t. Ax = b.
(1.2.4)

几何学的知识表明, 问题 (1.2.4) 实际上就是原点到仿射集 Ax = b 的投影, 我们可以直
接写出它的显式表达式．但遗憾的是, u并不是问题 (1.2.4)的解．事实上,图 1.1(a)—(c)
分别给出了一组随机数据下的 u, 以及问题 (1.2.3) 和问题 (1.2.4) 的数值解．可以看出
图 1.1(a) 和 (b) 是完全一样的, 而 (c) 则与 u 相去甚远, 虽然隐约能看出数据点的大致
趋势, 但已经不可分辨非零元素的具体位置．

为什么会出现这种情况呢？这要追溯到 ℓ0, ℓ1, ℓ2 范数的性质．下面用图示的方式来
直观说明为什么 ℓ1 范数优化问题的解具有稀疏性而 ℓ2 范数优化问题的解不具有该性

质．为了方便起见,我们在二维空间上讨论求解欠定方程组 Ax = b,此时 Ax = b是一条

直线．在几何上,三种优化问题实际上要找到最小的 C,使得“范数球”{x|∥x∥ ⩽ C}(∥·∥
表示任何一种范数) 恰好与 Ax = b 相交．而图 1.2 分别展示了三种范数球的几何直观:
对 ℓ0 范数, 当 C = 2 时 {x|∥x∥0 ⩽ C} 是全平面, 它自然与 Ax = b 相交, 而当 C = 1 时

退化成两条直线 (坐标轴), 此时问题的解是 Ax = b 和这两条直线的交点; 对 ℓ1 范数,
根据 C 不同 {x|∥x∥1 ⩽ C} 为一系列正方形, 这些正方形的顶点恰好都在坐标轴上, 而
最小的 C 对应的正方形和直线 Ax = b 的交点一般都是顶点, 因此 ℓ1 范数的解有稀疏

性; 对 ℓ2 范数, 当 C 取值不同时 {x|∥x∥2 ⩽ C} 为一系列圆, 而圆有光滑的边界, 它和
直线 Ax = b 的切点可以是圆周上的任何一点, 所以 ℓ2 范数优化问题一般不能保证解

的稀疏性．

问题 (1.2.3)的理论和算法研究在 2006年左右带来了革命性的影响．理论上研究的
课题包括什么条件下问题 (1.2.3) 的解具有稀疏性、如何改进这些条件、如何推广这些
条件到其他应用．常见的数据矩阵 A一般由离散余弦变换、小波变换、傅里叶 (Fourier)
变换等生成．虽然这些矩阵本身并没有稀疏性, 但通常具有很好的分析性质, 保证稀疏
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图 1.1 稀疏优化的例子

图 1.2 三种范数优化问题求解示意图

解的存在性．注意到绝对值函数在零点处不可微, 问题 (1.2.3) 是非光滑优化问题．虽
然它可以等价于线性规划问题, 但是数据矩阵 A 通常是稠密矩阵, 甚至 A 的元素未知

或者不能直接存储, 只能提供 Ax 或 ATy 等运算结果．在这些特殊情况下, 线性规划经
典的单纯形法和内点法通常不太适用于求解大规模的问题 (1.2.3)．本书的一个主要目
的就是根据这些问题的特点设计合适的算法进行求解．需要强调的是, 问题 (1.2.3) 主
要特点是其最优解是稀疏向量, 它是稀疏优化的一种典型形式．
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本书还将考虑带 ℓ1 范数正则项的优化问题

min
x∈Rn

µ∥x∥1 +
1

2
∥Ax− b∥22, (1.2.5)

其中 µ > 0 是给定的正则化参数．问题 (1.2.5) 又称为 LASSO(least absolute shrinkage
and selection operator),该问题可以看成是问题 (1.2.3)的二次罚函数形式．由于它是无
约束优化问题, 形式上看起来比问题 (1.2.3) 简单．本书大部分数值算法都将针对问题
(1.2.3) 或问题 (1.2.5) 给出具体形式．因此全面掌握它们的求解方法是掌握基本最优化
算法的一个标志．

1.3 实例: 低秩矩阵恢复

某视频网站提供了约 48 万用户对 1.7 万部电影的上亿条评级数据, 希望对用户的
电影评级进行预测, 从而改进用户电影推荐系统, 为每个用户更有针对性地推荐影片．

显然每一个用户不可能看过所有的电影,每一部电影也不可能收集到全部用户的评
级．电影评级由用户打分 1 星到 5 星表示, 记为取值 1~5 的整数．我们将电影评级放
在一个矩阵 M 中, 矩阵 M 的每一行表示不同用户, 每一列表示不同电影．由于用户只
对看过的电影给出自己的评价, 矩阵 M 中很多元素是未知的．图 1.3 给出了用户电影
评级矩阵 M 的一个简单示例．令 Ω 是矩阵 M 中所有已知评级元素的下标的集合, 则
该问题可以初步描述为构造一个矩阵 X, 使得在给定位置的元素等于已知评级元素, 即
满足 Xij =Mij , (i, j) ∈ Ω．不难看出满足这个条件的矩阵 X 有无穷多个, 那么如何得
到一个真正有价值的 X 呢?这就需要分析 X 应该具有什么样的结构．类型相似的电影

获得的评分往往是类似的, 这意味着这些电影在矩阵 M 中所对应的列也是相似的, 因
此矩阵 M 的列可能是亏秩的; 同样地, 相似人群对不同电影的评分也可能是相似的, 它
们在矩阵 M 中所对应的行也是相似的, 因此矩阵 M 的行也可能是亏秩的．因此寻找

一个低秩矩阵 X 可能给出很好的解．令 rank(X) 为矩阵 X 的秩, 该问题可以表达为

min
X∈Rm×n

rank(X),

s.t. Xij =Mij , (i, j) ∈ Ω.
(1.3.1)

这类问题称为低秩矩阵恢复 (low rank matrix completion)．其约束条件保证了构造的
低秩矩阵 X 与 M 中的所有已知元素完全相同．但是极小化矩阵的秩是 NP 难的问题,
如何将其化成一个容易求解的问题呢?这里仍然沿用稀疏优化的思想．在稀疏优化问题
中, 我们将 ℓ0 范数换成了 ℓ1 范数．而 rank(X) 正好是矩阵 X 所有非零奇异值的个

数, 根据稀疏优化的思想, 我们将其更换成所有非零奇异值 σi 的和, 即矩阵 X 的核范
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数 (nuclear norm): ∥X∥∗ =
∑
i

σi(X)．因此问题 (1.3.1) 就变成

min
X∈Rm×n

∥X∥∗,

s.t. Xij =Mij , (i, j) ∈ Ω.
(1.3.2)

图 1.3 用户电影评级矩阵 M 示例

可以证明问题 (1.3.2) 是一个凸优化问题, 并且在一定条件下它与问题 (1.3.1) 等价．也
可以将问题 (1.3.2) 转换为一个半定规划问题, 但是目前半定规划算法所能有效求解的
问题规模限制了这种技术的实际应用．同样地, 考虑到观测可能出现误差, 对于给定的
参数 µ > 0, 我们也写出该问题的二次罚函数形式:

min
X∈Rm×n

µ∥X∥∗ +
1

2

∑
(i,j)∈Ω

(Xij −Mij)
2. (1.3.3)

类似于稀疏优化问题 (1.2.3) 和 (1.2.5), 本书大部分数值算法都可以针对问题 (1.3.2) 或
问题 (1.3.3) 给出具体形式．

1.4 实例: 深度学习

深度学习 (deep learning) 的起源可以追溯至 20 世纪 40 年代, 其雏形出现在控制论
中．近十年来深度学习又重新走入了人们的视野, 深度学习问题和算法的研究也经历了一
次新的浪潮．虽然卷积网络的设计受到了生物学和神经科学的启发, 但深度学习目前的发
展早已超越了机器学习模型中的神经科学观点．它用相对简单的函数来表达复杂的表示,
从低层特征概括到更加抽象的高层特征, 让计算机从经验中挖掘隐含的信息和价值．本节
我们将通过介绍多层感知机和卷积神经网络来了解优化模型在深度学习中的应用．

1.4.1 多层感知机

多层感知机 (multi-layer perceptron, MLP)也叫作深度前馈网络 (deep feedforward
network) 或前馈神经网络 (feedforward neural network), 它通过已有的信息或者知识来
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对未知事物进行预测．在神经网络中,已知的信息通常用数据集来表示．数据集一般分为
训练集和测试集: 训练集用来训练神经网络, 从而使得神经网络能够掌握训练集上的信
息; 测试集用来测试训练完的神经网络的预测准确性．一个常见的任务是分类问题．假
设我们有一个猫和狗的图片集, 将其划分成训练集和测试集 (保证集合中猫和狗图片要
有一定的比例)．神经网络是想逼近一个从图片到 {0, 1} 的函数, 这里 0 表示猫, 1 表示
狗．因为神经网络本身的结构和大量的训练集信息, 训练得到的函数与真实结果具有非
常高的吻合性．

具体地, 给定训练集 D = {{a1, b1}, {a2, b2}, · · · , {am, bm}}, 假设数据 ai ∈ Rp,
bi ∈ Rq．为了方便处理模型里的偏差项, 还假设 ai 的第一个元素等于 1, 即 ai1 = 1．图

1.4 给出了一种由 p 个输入单元和 q 个输出单元构成的 (L+ 2) 层感知机, 其含有一个
输入层, 一个输出层和 L个隐藏层．该感知机的第 l 个隐藏层共有 m(l) 个神经元, 为了
方便我们用 l = 0 表示输入层, l = L+ 1 表示输出层, 并定义 m(0) = p 和 m(L+1) = q．

设 y(l) ∈ Rm(l)

为第 l 层的所有神经元, 同样地, 为了能够处理每一个隐藏层的信号偏
差, 除输出层外, 我们令 y(l) 的第一个元素等于 1, 即 y

(l)
1 = 1, 0 ⩽ l ⩽ L, 而其余的元

素则是通过上一层的神经元的值进行加权求和得到．令参数 x = (x(1), x(2), · · · , x(L+1))

表示网络中所有层之间的权重, 其中 x
(l)
i,k 是第 (l − 1) 隐藏层的第 k 个单元连接到第 l

隐藏层的第 i 个单元对应的权重, 则在第 l 隐藏层中, 第 i 个单元 (i > 1, 当 l = L + 1

时可取为 i ⩾ 1) 计算输出信息 y
(l)
i 为

y
(l)
i = t(z

(l)
i ), z

(l)
i =

m(l−1)∑
k=1

x
(l)
i,ky

(l−1)
k . (1.4.1)

图 1.4 带 p 个输入单元和 q 个输出单元的 (L+ 2) 层感知机的网络图, 第 l 个隐藏层包含

m(l) 个神经元

这里函数 t(·) 称为激活函数, 常见的类型有 Sigmoid 函数

t(z) =
1

1 + exp(−z) ,
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Heaviside 函数

t(z) =

1, z ⩾ 0,

0, z < 0,

以及 ReLU 函数
t(z) = max{0, z}. (1.4.2)

整个过程可以描述为

y(0)
x(1)

→ z(1)
t→ y(1)

x(2)

→ · · · t→ y(L+1).

容易看出,多层感知机的每一层输出实际就是由其上一层的数值作线性组合再逐分
量作非线性变换得到的．若将 y(0) 视为自变量, y(L+1) 视为因变量, 则多层感知机实际
上定义了一个以 x 为参数的函数 h(a;x) : Rp → Rq, 这里 a 为输入层 y(0) 的取值．当

输入数据为 ai 时, 其输出 h(ai;x) 将作为真实标签 bi 的估计．若选择平方误差为损失

函数, 则我们得到多层感知机的优化模型:

min
x

m∑
i=1

∥h(ai;x)− bi∥22 + λr(x), (1.4.3)

其中 r(x) 是正则项, 用来刻画解的某些性质, 如光滑性或稀疏性等; λ 称为正则化参数,
用来平衡模型的拟合程度和解的性质．如果 λ太小,那么对解的性质没有起到改善作用;
如果 λ 太大, 那么模型与原问题相差很大, 可能是一个糟糕的逼近．

1.4.2 卷积神经网络

卷积神经网络 (convolutional neural network, CNN)是一种深度前馈人工神经网络,
专门用来处理如时间序列数据或是图像等网格数据．CNN在计算机视觉、视频分析、自
然语言处理等诸多领域有大量成功的应用．与图 1.4 对应的全连接网络 (相邻两层之间
的节点都是相连或相关的) 不同, 卷积神经网络的思想是通过局部连接以及共享参数的
方式来大大减少参数量, 从而减少对数据量的依赖以及提高训练的速度．典型的 CNN
网络结构通常由一个或多个卷积层、下采样层 (subsampling)À和顶层的全连接层组成．

全连接层的结构与多层感知机的结构相同．卷积层是一种特殊的网络层, 它首先对输入
数据进行卷积操作产生多个特征映射, 之后使用非线性激活函数 (比如 ReLU) 对每个
特征进行变换．下采样层一般位于卷积层之后, 它的作用是减小数据维数并提取数据的
多尺度信息, 其结果最终会输出到下一组变换．

À 有时也称为“池化”(pooling).
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给定一个二维图像 I ∈ Rn×n 和卷积核 K ∈ Rk×k, 我们定义一种简单的卷积操作
S = I ∗K, 它的元素是

Si,j = ⟨I(i : i+ k − 1, j : j + k − 1),K⟩ , (1.4.4)

其中两个矩阵 X,Y 的内积是它们相应元素乘积之和, 即 ⟨X,Y ⟩ =
∑
i,j

XijYij , I(i : i+

k − 1, j : j + k − 1) 是矩阵 I 从位置 (i, j) 开始的一个 k × k 子矩阵．图 1.5 给出了一
个例子．生成的结果 S 可以根据卷积核的维数、I 的边界是否填充、卷积操作时滑动

的大小等相应变化．

图 1.5 卷积操作

图 1.6给出了下采样层的一个示例．第 l 特征层是第 (l−1)特征层的下采样层．具

体地, 我们先将第 (l− 1) 层的每个矩阵划分成若干子矩阵, 之后将每个子矩阵里所有元
素按照某种规则 (例如取平均值或最大值) 变换成一个元素．因此, 第 (l− 1) 特征层每

个小框里所有元素的平均值或最大值就对应于第 l 特征层的一个元素．容易看出, 下采
样层实际上是用一个数代表一个子矩阵, 经过下采样层变换后, 前一特征层矩阵的维数
会进一步降低．图 1.7给出了一个简单的卷积神经网络示意图．输入图片通过不同的卷
积核生成的不同矩阵, 再经过非线性激活函数作用后生成第 1 层的特征; 第 2 层是第 1
层的下采样层; 第 3 层和第 4 层又是卷积层和下采样层; 第 5 层是全连接层; 第 6 层为

图 1.6 下采样层示例
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输出层．实际的卷积神经网络可达几十层甚至更多, 卷积核的大小、网络节点之间的连
接方式也可以有很多变化, 从而生成不一样的模型．

图 1.7 卷积神经网络一种示意图

给定一个训练集 D = {{a1, b1}, {a2, b2}, · · · , {am, bm}}, 其中 ai 是训练图片, bi 是
其对应的标签．卷积神经网络对应的优化问题的形式仍可套用 (1.4.3), 但函数 h(ai;x)

由卷积神经网络构成, 而 x 是卷积神经网络的参数．

1.5 最优化的基本概念

一般来说, 最优化算法研究可以分为: 构造最优化模型、确定最优化问题的类型和
设计算法、实现算法或调用优化算法软件包进行求解．最优化模型的构造和实际问题紧

密相关, 比如说, 给定二维欧几里得 (Euclid) 空间的若干个离散点, 假定它们可以通过
一条直线分成两部分, 也可以通过一条曲线分成两部分, 那么分别使用直线与曲线所得
到的最优化模型是不同的．在问题 (1.1.1) 中, 目标函数 f 和约束函数 ci 都是由模型来

确定的．在确定模型之后, 我们需要对模型对应的优化问题进行分类．这里, 分类的必
要性是因为不存在对于所有优化问题的一个统一的算法．因此我们需要针对具体优化问

题所属的类别, 来设计或者调用相应的算法求解器．最后就是模型的求解过程．同一类
优化问题往往存在着不同的求解算法．对于具体的优化问题, 我们需要充分利用问题的
结构, 并根据问题的需求 (求解精度和速度等) 来设计相应的算法．另外, 根据算法得到
的结果, 我们可以来判别模型构造是否合理或者进一步地改进模型．如果构造的模型比
较复杂, 那么算法求解起来相对困难 (时间慢或者精度差)．此时算法分析可以帮助我们
设计替代模型, 以确保快速且比较精确地求出问题的解．

这三个部分的研究对于形成完备的最优化体系是必要的．实际应用导出的各种各样

的最优化模型给最优化学科不断注入新鲜的血液,对现有的优化算法进行挑战并推动其
向前发展．最优化算法的设计以及理论分析帮助实际问题建立更鲁棒稳定的模型．模型

与算法相辅相成, 使得最优化学科不断发展．
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1.5.1 连续和离散优化问题

最优化问题可以分为连续和离散优化问题两大类．连续优化问题是指决策变量所在

的可行集合是连续的, 比如平面、区间等．如稀疏优化问题 (1.2.2) — (1.2.5) 的约束集
合就是连续的．离散优化问题是指决策变量能在离散集合上取值, 比如离散点集、整数
集等．常见的离散优化问题有整数规划, 其对应的决策变量的取值范围是整数集合．

在连续优化问题中, 基于决策变量取值空间以及约束和目标函数的连续性, 我们可
以从一个点处目标和约束函数的取值来估计该点可行邻域内的取值情况．进一步地, 可
以根据邻域内的取值信息来判断该点是否最优．离散优化问题则不具备这个性质, 因为
决策变量是在离散集合上取值．因此在实际中往往比连续优化问题更难求解．实际中的

离散优化问题往往可以转化为一系列连续优化问题来进行求解．比如线性整数规划问题

中著名的分支定界方法, 就是松弛成一系列线性规划问题来进行求解．因此连续优化问
题的求解在最优化理论与算法中扮演着重要的角色．本书后续的内容也将围绕连续优化

问题展开介绍．

1.5.2 无约束和约束优化问题

最优化问题的另外一个重要的分类标准是约束是否存在．无约束优化问题的决策变

量没有约束条件限制, 即可行域 X = Rn．相对地, 约束优化问题是指带有约束条件的
问题．在实际应用中, 这两类优化问题广泛存在．无约束优化问题对应于在欧几里得空
间中求解一个函数的最小值点．比如在 ℓ1 正则化问题 (1.2.5) 中, 决策变量的可行域是
Rn, 其为一个无约束优化问题．在问题 (1.2.2) — (1.2.4) 中, 可行域为 {x | Ax = b}, 其
为约束优化问题．

因为问题 (1.1.1)可以通过将约束 (X ̸= Rn)罚到目标函数上转化为无约束问题,所
以在某种程度上, 约束优化问题就是无约束优化问题．很多约束优化问题的求解也是转
化为一系列的无约束优化问题来做, 常见方式有增广拉格朗日函数法、罚函数法等．尽
管如此, 约束优化问题的理论以及算法研究仍然是非常重要的．主要原因是, 借助于约
束函数, 我们能够更好地描述可行域的几何性质, 进而更有效地找到最优解．

1.5.3 随机和确定性优化问题

伴随着近年来人工智能的发展, 随机优化问题的研究得到了长足的发展．随机优化
问题是指目标或者约束函数中涉及随机变量而带有不确定性的问题．不像确定性优化问

题中目标和约束函数都是确定的, 随机优化问题中总是包含一些未知的参数．在实际问
题中, 我们往往只能知道这些参数的某些估计．随机优化问题在机器学习、深度学习以
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及强化学习中有着重要应用,其优化问题的目标函数是关于一个未知参数的期望的形式．
因为参数的未知性, 实际中常用的方法是通过足够多的样本来逼近目标函数, 得到一个
新的有限和形式的目标函数．由于样本数量往往非常大, 我们还是将这个问题看作相对
于指标随机变量的期望形式, 然后通过随机优化方法来进行求解．
相比于确定性优化问题, 随机优化问题的求解往往涉及更多的随机性．很多确定性优

化算法都有相应的随机版本．随机性使得这些算法在特定问题上具有更低的计算复杂度或

者更好的收敛性质．以目标函数为多项求和的优化问题为例,如果使用确定性优化算法,每
一次计算目标函数的梯度都会引入昂贵的复杂度．但是对于随机优化问题, 我们每次可能
只计算和式中的一项或者几项, 这大大减少了计算时间．同时还能保证算法求解的足够精
确．确定性优化算法会在第三—五章中给出, 随机优化算法会在第五章中介绍．

1.5.4 线性和非线性规划问题

线性规划是指问题 (1.1.1) 中目标函数和约束函数都是线性的．当目标函数和约束
函数至少有一个是非线性的时, 对应的优化问题称为非线性规划问题．线性规划问题在
约束优化问题中具有较为简单的形式．类似于连续函数可以用分片线性函数来逼近, 线
性规划问题的理论分析与数值求解可以为非线性规划问题提供很好的借鉴和基础．

线性规划问题的研究很早便得到了人们的关注．在 1946—1947年, George Bernard
Dantzig提出了线性规划的一般形式并提出了至今仍非常流行的单纯形方法．虽然单纯形
方法在实际问题中经常表现出快速收敛,但是其复杂度并不是多项式的．1979年, Leonid
Khachiyan证明了线性规划问题多项式时间算法的存在性．1984年, Narendra Karmarkar
提出了多项式时间的内点法．后来, 内点法也被推广到求解一般的非线性规划问题．目
前, 求解线性规划问题最流行的两类方法依然是单纯形法和内点法．

1.5.5 凸和非凸优化问题

凸优化问题是指最小化问题 (1.1.1)中的目标函数和可行域分别是凸函数和凸集．如
果其中有一个或者两者都不是凸的, 那么相应的最小化问题是非凸优化问题．因为凸优
化问题的任何局部最优解都是全局最优解,其相应的算法设计以及理论分析相对非凸优
化问题简单很多．

注 1.1 若问题 (1.1.1) 中的 min 改为 max, 且目标函数和可行域分别为凹

函数和凸集, 我们也称这样的问题为凸优化问题．这是因为对凹函数求极大

等价于对其相反数 (凸函数) 求极小．

在实际问题的建模中, 我们经常更倾向于得到一个凸优化模型．另外, 判断一个问
题是不是凸问题也很重要．比如, 给定一个非凸优化问题, 一种方法是将其转化为一系
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列凸优化子问题来求解．此时需要清楚原非凸问题中的哪个或哪些函数导致了非凸性,
之后考虑的是如何用凸优化模型来逼近原问题．在压缩感知问题中, ℓ0 范数是非凸的,
原问题对应的解的性质难以直接分析,相应的全局收敛的算法也不容易构造．利用 ℓ0 范

数和 ℓ1 范数在某种意义上的等价性, 我们将原非凸问题转化为凸优化问题．在一定的
假设下, 我们通过求解 ℓ1 范数对应的凸优化问题得到了原非凸优化问题的全局最优解．

1.5.6 全局和局部最优解

在求解最优化问题之前, 先介绍最小化问题 (1.1.1) 的最优解的定义．
定义 1.1 (最优解) 对于可行点 x̄ (即 x̄ ∈ X ), 定义如下概念:

(1) 如果 f(x̄) ⩽ f(x), ∀x ∈ X , 那么称 x̄ 为问题 (1.1.1) 的全局极小解 (点), 有时也
称为 (全局) 最优解或最小值点;

(2) 如果存在 x̄ 的一个 ε 邻域 Nε(x̄) 使得 f(x̄) ⩽ f(x), ∀x ∈ Nε(x̄) ∩ X , 那么称 x̄

为问题 (1.1.1) 的局部极小解 (点), 有时也称为局部最优解;

(3) 进一步地, 如果有 f(x̄) < f(x), ∀x ∈ Nε(x̄) ∩ X , x ̸= x̄ 成立, 那么称 x̄ 为问题

(1.1.1) 的严格局部极小解 (点)．

如果一个点是局部极小解, 但不是严格局部极小解, 我们称之为非严格局部极小解．
在图 1.8 中, 我们以一个简单的函数为例, 指出了其全局与局部极小解．

图 1.8 函数的全局极小解、严格局部极小解和非严格局部极小解

在问题 (1.1.1)的求解中,我们想要得到的是其全局最优解,但是由于实际问题的复
杂性, 往往只能够得到其局部最优解．

1.5.7 优化算法

在给定优化问题之后, 我们要考虑如何求解．根据优化问题的不同形式, 其求解的
困难程度可能会有很大差别．对于一个优化问题, 如果我们能用代数表达式给出其最优
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解, 那么这个解称为显式解, 对应的问题往往比较简单．例如二次函数在有界区间上的
极小化问题, 我们可以通过比较其在对称轴上和区间两个端点处的值得到最优解, 这个
解可以显式地写出．但实际问题往往是没有办法显式求解的, 因此常采用迭代算法．

迭代算法的基本思想是: 从一个初始点 x0 出发, 按照某种给定的规则进行迭代, 得
到一个序列 {xk}．如果迭代在有限步内终止, 那么希望最后一个点就是优化问题的解．
如果迭代点列是无穷集合,那么希望该序列的极限点 (或者聚点)则为优化问题的解．为
了使算法能在有限步内终止,我们一般会通过一些收敛准则来保证迭代停在问题的一定
精度逼近解上．对于无约束优化问题, 常用的收敛准则有

f(xk)− f∗

max{|f∗|, 1} ⩽ ε1, ∥∇f(xk)∥ ⩽ ε2, (1.5.1)

其中 ε1, ε2 为给定的很小的正数, ∥ · ∥ 表示某种范数
(
这里可以简单理解为 ℓ2 范数:

∥x∥2 =

(
n∑

i=1

x2i

)1/2

, 第二章将会给出范数的一般定义
)

, f∗ 为函数 f 的最小值 (假设

已知或者以某种方式估计得到)以及 ∇f(xk)表示函数 f 在点 x处的梯度 (光滑函数在
局部最优点处梯度为零向量, 第三章中会给出更多介绍)．对于约束优化问题, 还需要考
虑约束违反度．具体地, 要求最后得到的点满足

ci(x
k) ⩽ ε3, i = 1, 2, · · · ,m,

|ci(xk)| ⩽ ε4, i = m+ 1,m+ 2, · · · ,m+ l,

其中 ε3, ε4 为很小的正数, 用来刻画 xk 的可行性．除了约束违反度之外, 我们也要考虑
xk 与最优解之间的距离, 如 (1.5.1) 式中给出的函数值与最优值的相对误差．由于一般
情况下事先并不知道最优解, 在最优解唯一的情形下一般使用某种基准算法来得到 x∗

的一个估计,之后计算其与 xk 的距离以评价算法的性能．因为约束的存在,我们不能简
单地用目标函数的梯度来判断最优性,实际中采用的判别准则是点的最优性条件的违反
度 (关于约束优化的最优性条件, 会在第四章中给出)．

对于一个具体的算法, 根据其设计的出发点, 我们不一定能得到一个高精度的逼近
解．此时, 为了避免无用的计算开销, 我们还需要一些停机准则来及时停止算法的进行．
常用的停机准则有

∥xk+1 − xk∥
max{∥xk∥, 1} ⩽ ε5,

|f(xk+1)− f(xk)|
max{|f(xk)|, 1} ⩽ ε6,

这里的各个 εl 一般互不相等．上面的准则分别表示相邻迭代点和其对应目标函数值的

相对误差很小．在算法设计中, 这两个条件往往只能反映迭代点列接近收敛, 但不能代
表收敛到优化问题的最优解．
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在算法设计中, 一个重要的标准是算法产生的点列是否收敛到优化问题的解．对于
问题 (1.1.1), 其可能有很多局部极小解和全局极小解, 但所有全局极小解对应的目标函
数值, 即优化问题的最小值 f∗ 是一样的．考虑无约束的情形, 对于一个算法, 给定初始
点 x0, 记其迭代产生的点列为 {xk}．如果 {xk} 在某种范数 ∥ · ∥ 的意义下满足

lim
k→∞

∥xk − x∗∥ = 0,

且收敛的点 x∗ 为一个局部 (全局) 极小解, 那么我们称该点列收敛到局部 (全局) 极小
解, 相应的算法称为是依点列收敛到局部 (全局) 极小解的．

在算法的收敛分析中,初始迭代点 x0 的选取也尤为重要．比如一般的牛顿法,只有
在初始点足够接近局部 (全局) 最优解时, 才能收敛．但是这样的初始点的选取往往比
较困难, 此时我们更想要的是一个从任何初始点出发都能收敛的算法．因此优化算法的
研究包括如何设计全局化策略,将已有的可能发散的优化算法修改得到一个新的全局收
敛到局部 (全局) 最优解的算法．比如通过采用合适的全局化策略, 我们可以修正一般
的牛顿法使得修改后的算法是全局收敛到局部 (全局) 最优解的．

进一步地, 如果从任意初始点 x0 出发, 算法都是依点列收敛到局部 (全局) 极小解
的, 我们称该算法是全局依点列收敛到局部 (全局) 极小解的 ．相应地, 如果记对应的
函数值序列为 {f(xk)}, 我们还可以定义算法的 (全局) 依函数值收敛到局部 (全局) 极
小值的概念．对于凸优化问题, 因为其任何局部最优解都为全局最优解, 算法的收敛性
都是相对于其全局极小而言的．除了点列和函数值的收敛外, 实际中常用的还有每个迭
代点的最优性条件 (如无约束优化问题中的梯度范数, 约束优化问题中的最优性条件违
反度等) 的收敛．

对于带约束的情形,给定初始点 x0,算法产生的点列 {xk}不一定是可行的 (即 xk ∈

X 未必对任意 k 成立)．考虑到约束违反的情形, 我们需要保证 {xk} 在收敛到 x∗ 的时

候, 其违反度是可接受的．除此要求之外, 算法的收敛性的定义和无约束情形相同．
在设计优化算法时, 我们有一些基本的准则或技巧．对于复杂的优化问题, 基本的

想法是将其转化为一系列简单的优化问题 (其最优解容易计算或者有显式表达式) 来逐
步求解．常用的技巧有:

(1) 泰勒 (Taylor) 展开．对于一个非线性的目标或者约束函数, 我们通过其泰勒
展开用简单的线性函数或者二次函数来逼近, 从而得到一个简化的问题．因为该简化问
题只在小邻域内逼近原始问题,所以我们需要根据迭代点的更新来重新构造相应的简化
问题．

(2) 对偶．每个优化问题都有对应的对偶问题．特别是凸的情形, 当原始问题比较
难解的时候, 其对偶问题可能很容易求解．通过求解对偶问题或者同时求解原始问题和
对偶问题, 我们可以简化原始问题的求解, 从而设计更有效的算法．

(3) 拆分．对于一个复杂的优化问题, 我们可以将变量进行拆分, 比如 min
x

h(x) +
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r(x), 可以拆分成

min
x,y

h(x) + r(y), s.t. x = y.

通过引入更多的变量, 我们可以得到每个变量的简单问题 (较易求解或者解有显式表达
式), 从而通过交替求解等方式来得到原问题的解．

(4) 块坐标下降．对于一个 n 维空间 (n 很大) 的优化问题, 我们可以通过逐步求
解分量的方式将其转化为多个低维空间中的优化问题．比如, 对于 n = 100, 我们可以
先固定第 2—100 个分量来求解 x1; 接着固定下标为 1, 3—100 的分量来求解 x2; 依次
类推．

关于这些技巧的具体应用, 读者可以进一步阅读本书中的算法部分．

对于同一个优化问题,其求解算法可以有很多．在设计和比较不同的算法时,另一个
重要的指标是算法的渐近收敛速度．我们以点列的 Q-收敛速度 (Q 的含义为 quotient)
为例 (函数值的 Q-收敛速度可以类似地定义)．设 {xk} 为算法产生的迭代点列且收敛

于 x∗, 若对充分大的 k 有

∥xk+1 − x∗∥
∥xk − x∗∥

⩽ a, a ∈ (0, 1),

则称算法 (点列) 是 Q-线性收敛的; 若满足

lim
k→∞

∥xk+1 − x∗∥
∥xk − x∗∥

= 0,

则称算法 (点列) 是 Q-超线性收敛的; 若满足

lim
k→∞

∥xk+1 − x∗∥
∥xk − x∗∥

= 1,

则称算法 (点列) 是 Q-次线性收敛的．若对充分大的 k 满足

∥xk+1 − x∗∥
∥xk − x∗∥2

⩽ a, a > 0,

则称算法 (点列)是 Q-二次收敛的．类似地, 也可定义更一般的 Q-r 次收敛 (r > 1)．我
们举例来更直观地展示不同的 Q-收敛速度, 参见图 1.9(图中对所考虑的点列作了适当
的变换)．点列 {2−k} 是 Q-线性收敛的, 点列 {2−2k} 是 Q-二次收敛的 (也是 Q-超线性

收敛的), 点列
{
1

k

}
是 Q-次线性收敛的．一般来说, 具有 Q-超线性收敛速度和 Q-二次

收敛速度的算法是收敛较快的．
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图 1.9 不同 Q-收敛速度比较

除 Q-收敛速度外, 另一常用概念是 R-收敛速度 (R 的含义为 root)．以点列为例,
设 {xk} 为算法产生的迭代点且收敛于 x∗, 若存在 Q-线性收敛于 0 的非负序列 tk,
并且

∥xk − x∗∥ ⩽ tk

对任意的 k 成立, 则称算法 (点列) 是 R-线性收敛的．类似地, 可定义 R-超线性收敛
和 R-二次收敛等收敛速度．从 R-收敛速度的定义可以看出序列 {∥xk − x∗∥} 被另一

趋于 0 的序列 {tk} 控制．当知道 tk 的形式时, 我们也称算法 (点列) 的收敛速度为
O(tk)．

与收敛速度密切相关的概念是优化算法的复杂度 N(ε), 即计算出给定精度 ε 的

解所需的迭代次数或浮点运算次数．在实际应用中, 这两种定义复杂度的方式均很常
见．若能较准确地估计每次迭代的运算量, 则可以由算法所需迭代次数推出所需浮点
运算次数．我们用具体的例子来进一步解释算法复杂度．设某一算法产生的迭代序列

{xk} 满足

f(xk)− f(x∗) ⩽ c√
k
, ∀ k > 0,
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其中 c > 0 为常数, x∗ 为全局极小点．如果需要计算算法满足精度 f(xk)− f(x∗) ⩽ ε

所需的迭代次数, 只需令 c√
k
⩽ ε 就得到 k ⩾ c2

ε2
, 因此该优化算法对应的 (迭代次数)

复杂度为 N(ε) = O
(

1

ε2

)
．注意,渐近收敛速度更多的是考虑迭代次数充分大的情形,

而复杂度给出了算法迭代有限步之后产生的解与最优解之间的定量关系, 因此近年来
受到人们广泛关注．

1.6 总结

本章简要介绍了优化问题的应用背景、一般形式以及一些基本概念．对于优化问题

的更多分类、优化领域关心的热点问题, 可以参考文献 [162] 中的介绍．对于优化算法
的收敛准则、收敛性以及收敛速度, 我们会在介绍算法的时候再具体展开．本书也会围
绕上面介绍的优化算法的四个设计技巧, 针对不同类别的问题, 来具体地展示相应的算
法构造以及有效性分析．

习题 1

1.1 考虑稀疏优化问题, 我们已经直观地讨论了在 ℓ0, ℓ1, ℓ2 三种范数下问题的解
的可能形式．针对一般的 ℓp 范数:

∥x∥p
def
==

(
n∑

i=1

|xi|p
)1/p

, 0 < p < 2,

我们考虑优化问题:
min ∥x∥p,

s.t. Ax = b.

试着用几何直观的方式 (类似于图 1.2) 来说明当 p ∈ (0, 2) 取何值时, 该优化问题的解
可能具有稀疏性．

1.2 给定一个函数 f(x) : Rn → R 及其一个局部最优点 x∗, 则该点沿任何方向
d ∈ Rn 也是局部最优的, 即 0 为函数 ϕ(α)

def
== f(x∗ +αd) 的一个局部最优解．反之, 若

x∗ 沿任何方向 d ∈ Rn 都是局部最优解, 则 x∗ 是否为 f(x) 的一个局部最优解？若是,
请给出证明; 若不是, 请给出反例．
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1.3 试给出如下点列的 Q-收敛速度:
(a) xk =

1

k!
, k = 1, 2, · · · ;

(b) xk =


(
1

4

)2k

, k 为偶数,

xk−1

k
, k 为奇数,

k = 1, 2, · · · .

1.4 考虑函数 f(x) = x21 + x22, x = (x1, x2) ∈ R2, 以及迭代点列 xk =

(
1 +

1

2k

)
·

(cos k, sin k)T, k = 1, 2, · · · , 请说明
(a) {f(xk+1)} 是否收敛？若收敛, 给出 Q-收敛速度;
(b) {xk+1} 是否收敛？若收敛, 给出 Q-收敛速度．


